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Réseau de neurones : Perceptron multi-couches

x1

x2

x3

x4

ŷ

a[2]a[1]a[0] a[3] a[4]

Un perceptron multi-couches se décompose en une couche d’entrée, une
couche de sortie, et des couches cachées intermédiaires.
La profondeur du réseau est ici de 4 : 3 couches cachées plus une couche
de sortie.
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Point sur les notations

A ce stade, vous avez déjà remarqué la lourdeur des notations :

les ”()” désignent l’indice d’une donnée parmi l’ensemble des données
(x (i))

les ”{}” désignent l’itération courante de la descente de gradient
(w{k})

les ”[]” désignent l’indice de la couche (a[c])

Ainsi, par exemple, a
(i)[c]{k}
j désigne l’activation du j-ième neurone de la

couche c , calculée depuis la i-ème donnée, lors de la k-ème itération de la
descente de gradient.

Dans la suite on essaiera de simplifier les notations à chaque fois que cela
sera possible...
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Vue d’ensemble

Données
(xi , yi )

ŷi

Fonction
de coût

Optimisation
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Réseau de neurones : perceptron multi-couches

Après la première phase d’initialisation, l’algorithme d’apprentissage (basé
sur la descente de gradient) comporte 5 étapes qui se répètent jusqu’à
convergence :

1 Propagation des données de la couche d’entrée à la couche de
sortie ;

2 Calcul de l’erreur de sortie après la propagation des données ;

3 Calcul des gradients d’erreurs pour corriger les poids synaptiques
des neurones de la couche de sortie ;

4 Calcul des gradients d’erreurs pour corriger les poids synaptiques des
neurones des couches cachées ;

5 Mise à jour des poids synaptiques de la couche de sortie et de la
couche cachée.
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Illustration de l’entrâınement d’un perceptron
multi-couches
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Simplifions un peu les notations (pour enlever l’indice de couche).
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Illustration de l’entrâınement d’un perceptron
multi-couches

x1

x2

h1

h2

ŷ

w11

w12

w21

w22

b1

b2

w1

w2

b3


ŷ = σ(z) où z = w1h1 + w2h2 + b3

h1 = f (z1) où z1 = w11x1 + w21x2 + b1

h2 = f (z2) où z2 = w12x1 + w22x2 + b2
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Perceptron multi-couches : entrâınement

x1

x2

h1

h2

ŷ

w11

w12

w21

w22

b1

b2

w1

w2

b3


ŷ = σ(z) où z = w1h1 + w2h2 + b3

h1 = f (z1) où z1 = w11x1 + w21x2 + b1

h2 = f (z2) où z2 = w12x1 + w22x2 + b2

1) Propagation des données de la couche d’entrée à la couche de sortie :

ŷ = σ (w1f (w11x1 + w21x2 + b1) + w2f (w12x1 + w22x2 + b2)− b3)
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Perceptron multi-couches : entrâınement
2) Calcul de l’erreur de sortie (fonction objectif) après la propagation des
données :

J =
1

m

m∑
i=1

−y (i)log(ŷ (i))− (1− y (i))log(1− ŷ (i))

3) Calcul des gradients d’erreurs pour corriger les poids synaptiques des
neurones de la couche de sortie ;
En utilisant le principe du châınage des dérivées partielles
(∂f (y)∂x = ∂f (y)

∂y .∂y∂x ), on obtient :

∂J

∂wj
=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂wj
,

∂J

∂b3
=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂b3
,

pour j = {1, 2}
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Perceptron multi-couches : entrâınement
4) Calcul des gradients d’erreurs pour corriger les poids synaptiques des
neurones des couches cachées ;

∂J

∂wjj ′
=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂hj ′

∂hj ′

∂zj ′

∂zj ′

∂wjj ′
,

∂J

∂bj
=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂hj

∂hj
∂zj

∂zj
∂bj

,

pour j , j ′ = {1, 2}.

5) Mise à jour des poids synaptiques de la couche de sortie :

wj ← wj − α
∂J

∂wj

et de la couche cachée :

wjj ′ ← wjj ′ − α
∂J

∂wjj ′
.
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Remarque : rétropropagation du gradient

Pour calculer les gradients des poids synaptiques présentés plus tôt, pour
rappel :

∂J

∂wj
=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂wj
,

et

∂J

∂wjj ′
=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂hj ′

∂hj ′

∂zj ′

∂zj ′

∂wjj ′
,

il est intéressant de calculer d’abord ∂J
∂wj

, puis de réutiliser les calculs

intermédiaires pour ensuite calculer ∂J
∂wjj′

.

C’est l’algorithme, efficace, de la rétropropagation du gradient qui
procède ainsi des dernières couches jusqu’aux premières couches pour le
calcul des gradients.
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Remarque : rétropropagation du gradient

Une autre visualisation :
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Remarque : rétropropagation du gradient

Une autre visualisation :
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Perceptron multi-couches : interprétation

Figure – Intérêt du perceptron multi-couches
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Théorème d’Approximation Universelle

Théorème d’approximation universelle (Cybenko 1989)

Toute fonction f , continue, de [0, 1]m dans R, peut être approximée par un
perceptron multi-couches à une couche cachée comportant suffisamment
de neurones (avec une fonction d’activation sigmoide).

Note : le théorème a été également prouvé avec la fonction reLU.

Le théorème ne dit pas comment déterminer ce réseau de neurones !
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A. Carlier Des neurones aux réseaux de neurones 2026 17 / 54



Retour sur le calcul des gradients

x1

x2

h1

h2

ŷ

w11

w12

w21

w22

b1

b2

w1

w2

b3


ŷ = σ(z) où z = w1h1 + w2h2 + b3

h1 = f (z1) où z1 = w11x1 + w21x2 + b1

h2 = f (z2) où z2 = w12x1 + w22x2 + b2

∂J
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=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂hj

∂hj
∂zj
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Retour sur le calcul des gradients

∂J

∂wij
=

∂J

∂ŷ

∂ŷ

∂z

∂z

∂hj

∂hj
∂zj

∂zj
∂wij

On a :

∂z

∂hj
= wj

∂hj
∂zj

= f ′(zj)

avec f ′ la dérivée de la fonction d’activation portée par le neurone.

∂zj
∂wij

= xi
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Gros plan sur la fonction sigmöıde

−4 −2 0 2 4
0
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1

y = σ(x)

y = σ′(x)

La dérivée de la fonction sigmöıde est à valeurs dans [0, 14 ], ce qui diminue
l’amplitude des gradients propagés à travers les couches du réseau de
neurones. C’est le problème de l’évanescence des gradients (vanishing
gradients).
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La fonction rectified Linear Unit

x

y

y = reLU(x)

y = reLU′(x)

reLU(x) =

{
0 si x < 0
x sinon

(1)

Le fait d’avoir un gradient constamment égal à 1 dans la zone activée
améliore grandement la convergence.
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D’autres variantes

x

y

x

y

leakyReLU(x) =

{
αx si x < 0
x sinon

eLU(x) =

{
α(ex − 1) si x < 0

x sinon

Leaky Rectified Linear Unit Exponential Linear Unit

Ces fonctions améliorent la convergence de la descente de gradient en
limitant les occurences où le gradient est nul. De plus, en autorisant les
activations négatives, le problème d’optimisation est mieux conditionné.

A. Carlier Des neurones aux réseaux de neurones 2026 22 / 54



Plan du cours
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Descente de gradient

Algorithme : Descente de gradient (D, α)
Initialiser θ{0} ← 0, k ← 0
TANT QUE pas convergence FAIRE

POUR j de 1 à d FAIRE

θ
{k+1}
j ← θ

{k}
j − α∂J(θ{k})

∂θj

FIN POUR
k ← k + 1

FIN TANT QUE

Calculer le gradient exact est coûteux parce qu’il faut évaluer le modèle
sur tous les m exemples de l’ensemble de données à chaque itération.
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Descente de gradient stochastique

On peut en fait distinguer plusieurs alternatives pour l’algorithme de la
descente de gradient :

Algorithme Batch : utilise tous les m exemples de l’ensemble
d’apprentissage pour calculer le gradient.

Algorithme Mini-batch : approxime le gradient en le calculant en
utilisant k exemples parmi les m échantillons de l’ensemble
d’apprentissage, où m >> k > 1.

Algorithme Stochastique : approche le gradient en le calculant sur
un seul exemple (k = 1).

Par abus de langage, on utilise le terme de descente de gradient
stochastique (SGD) y compris pour l’algorithme Mini-batch.
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Descente de Gradient Stochastique

L’idée de la descente de gradient stochastique est que le gradient à
calculer étant une espérance sur l’ensemble d’apprentissage, il est possible
de l’estimer approximativement à l’aide d’un petit ensemble d’échantillons,
appelé mini-batch. (C’est le même principe que pour les sondages
d’opinion !)

Descente de gradient Descente de gradient stochastique

Remarque : un mini-batch trop petit peut engendrer un bruit trop grand
sur l’estimation du gradient et empêcher la convergence.

A. Carlier Des neurones aux réseaux de neurones 2026 26 / 54



Variante de la descente de gradient

On parle d’epoch lorsque l’ensemble d’apprentissage a été visité
entièrement pour le calcul des gradients.

Au final on a donc :

Algorithme Batch : 1 itération par epoch.

Algorithme MiniBatch : m
k itérations par epoch.

Algorithme Stochastique : m itérations par epoch.
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Momentum

Pour éviter les problèmes liés à une stabilisation dans un minimum local,
on ajoute un terme d’inertie (momentum).

Image de [Goodfellow et al. 2015] Deep Learning
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Momentum

En pratique, on adapte l’algorithme de descente du gradient, en
remplaçant la mise à jour des paramètres

θ ← θ − α
∂J

∂θ

par deux étapes :

v = ηv − α
∂J

∂θ

θ ← θ + v

où v (pour vélocité) désigne la direction dans laquelle les paramètres vont
être modifiés. v prend en compte les gradients précédents via le paramètre
η (0 < η < 1), qui quantifie l’importance relative des gradients précédents
par rapport au gradient courant.
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Optimiseurs améliorant la descente de gradient
stochastique

Dans les espaces paramétriques de grande dimension, la topologie de la
fonction objectif rend la descente de gradient parfois inefficace. On peut
améliorer cette dernière en utilisant des optimiseurs adaptés.

L’optimiseur AdaGrad introduit une forme d’adaptation du taux
d’apprentissage en accumulant les carrés des gradients précédents.

1 Calcul du gradient : g = ∂J
∂θ

2 Accumulation des gradients : r = r + ||g ||2
3 Mise à jour des paramètres : θ ← θ − α√

r
g
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Optimiseurs améliorant la descente de gradient
stochastique

L’optimiseur RMSProp est presque identique à AdaGrad, mais l’impact
des plus anciens gradients est altéré par un coefficient multiplicatif ρ
inférieur à 1 (weight decay), ce qui améliore le comportement de
l’algorithme dans le cas des bols allongés.

1 Calcul du gradient : g = ∂J
∂θ

2 Accumulation des gradients : r = ρr + (1− ρ)||g ||2
3 Mise à jour des paramètres : θ ← θ − α√

r
g

Enfin, l’optimiseur Adam est similaire à RMSProp, mais adapte également
le momentum.
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En pratique : choix de l’optimiseur

Adam est souvent un bon choix pour débuter (avec le taux d’apprentissage
”magique”)

En pratique, les meilleurs résultats mis en avant dans les articles sont
obtenus avec une simple descente de gradient stochastique, et une mise à
jour programmée du taux d’apprentissage (cyclique, cosinus, etc.)

A. Carlier Des neurones aux réseaux de neurones 2026 32 / 54



SGD vs. Adam sur un exemple simple

SGD Adam

(Evolution de la perte d’apprentissage au cours de l’entrâınement, pour
différents taux d’apprentissage, avec SGD et Adam)
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Vue d’ensemble

Données
(xi , yi )
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Optimisation

wi ,j , bk

profondeur, #neurones, activation α, momentum

hyperparamètres et paramètres
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Risque empirique et Risque espéré

Risque empirique : erreur de prédiction moyenne sur l’ensemble
d’apprentissage.
Risque espéré (ou risque de généralisation) : erreur de prédiction
moyenne sur la population cible... Inconnu !

L’objectif principal d’un algorithme d’apprentissage est de minimiser le
risque espéré, mais nous ne sommes capables d’évaluer que le risque
empirique.
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Sous/Sur-apprentissage

On parle de sous-apprentissage (underfitting) lorsque le modèle appris
explique trop mal l’ensemble d’apprentissage.

On parle de sur-apprentissage (overfitting) lorsque le modèle appris
explique à l’inverse trop bien l’ensemble d’apprentissage ; ce modèle se
généralise alors mal à la population cible.

Sous-apprentissage Sur-apprentissage
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Sous/Sur-apprentissage

Solution : gérer 2 ensembles de données distincts

l’ensemble d’apprentissage, sur lequel on va effectuer la descente de
gradient et donc optimiser les paramètres du modèle.

l’ensemble de test : qui détermine la performance objective du réseau
de neurones.

A. Carlier Des neurones aux réseaux de neurones 2026 38 / 54



L’importance de l’ensemble de validation

Les classifieurs sont en moyenne 10 à 15% plus performants sur l’ensemble
de test original d’ImageNet que sur un nouvel ensemble généré par la
même procédure.
[Recht et al. 2019] Do ImageNet Classifiers Generalize to ImageNet ?
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Sous/Sur-apprentissage

Méthodologiquement, il est donc plus juste de gérer 3 ensembles de
données distincts

l’ensemble d’apprentissage, sur lequel on va effectuer la descente de
gradient et donc optimiser les paramètres du modèle.

l’ensemble de validation : qui va nous fournir une estimation de
l’erreur de généralisation, et nous permettre d’optimiser les
hyperparamètres du modèle.

l’ensemble de test : qui détermine la performance objective du réseau
de neurones.
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Sous/Sur-apprentissage : le problème de la capacité du
modèle

Un modèle de trop faible capacité engendre du sous-apprentissage.
Un modèle de trop large capacité engendre du sur-apprentissage.
Image de [Goodfellow et al. 2015] Deep Learning
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Sous/Sur-apprentissage

Illustration graphique :

Il est nécessaire d’identifier la capacité (profondeur, nombre de neurones)
du réseau qui induit un apprentissage optimal.
Image de [Goodfellow et al. 2015] Deep Learning
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Sous/Sur-apprentissage

La courbe ci-dessus est valable pour la capacité du réseau, mais aussi
pour la durée d’entrâınement.
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Que faire en cas de sous-apprentissage ?

On peut :

Augmenter la capacité du réseau : augmenter la profondeur, ajouter
des neurones dans les couches cachées, changer d’architecture.

Améliorer l’entrâınement : augmenter le nombre d’epochs, changer le
taux d’apprentissage, ajouter du momentum, éventuellement changer
d’optimiseur.
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Que faire en cas de sur-apprentissage ?

On peut :

Diminuer la capacité du réseau : en pratique cela est déconseillé.

Stopper l’entrâınement plus tôt (diminuer le nombre d’epochs)

Régulariser
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Régularisation

La régularisation consiste à imposer des contraintes sur le processus
d’apprentissage afin de limiter le sur-apprentissage.
Ces contraintes peuvent s’impliquer à tous les niveaux : sur les données,
sur les paramètres du réseau, dans la fonction de coût, ou encore dans
l’optimiseur.

Données
(xi , yi )

ŷi

Fonction
de coût

Optimisation
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Arrêt anticipé (early stopping)

L’arrêt anticipé est une stratégie de régularisation qui consiste à observer
l’erreur commise sur l’ensemble de validation et mettre un terme à
l’apprentissage quand cette erreur commence à remonter.
En pratique : l’erreur sur l’ensemble de validation est bruitée, il faut
attendre un peu avant de s’arrêter pour de bon.

Image de [Goodfellow et al. 2015] Deep Learning
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Weight decay

Ajout d’une contrainte sur les paramètres du réseau :

Régularisation L2 ou Ridge maintient les coefficients du modèle aussi
petits que possible :

J(θ) = RisqueEmpirique(θ) + λ
1

2

m∑
i=1

θ2i

où λ contrôle la qualité de régularisation souhaitée

Régularisation L1 ou Lasso : tend à éliminer complètement les poids
des variables les moins importantes (⇒ produit un modèle creux) :

J(θ) = RisqueEmpirique(θ) + λ

m∑
i=1

|θi |

[Krogh, Hertz 1992] A simple weight decay can improve generalization
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Régularisation

Régularisation Elastic net (filet élastique) : compromis entre Ridge et
Lasso exprimé par le paramètre r ∈ [0, 1] :

J(θ) = RisqueEmpirique(θ) + rλ
1

2

m∑
i=1

|θi |+
1− r

2
λ

m∑
i=1

θ2i

https://playground.tensorflow.org/
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Dropout

Une des causes de sur-apprentissage est l’émergence, pendant
l’entrâınement, de chemins préférentiels dans le réseau de neurones.
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Dropout

Pour éviter ce phénomène, on peut aléatoirement ”éteindre” (déconnecter)
des neurones du réseau pendant l’étape de prédiction. Cela permet de
favoriser la redondance et l’exhaustivité des prédictions.

Si un réseau apprend à détecter un visage parce qu’un neurone particulier
détecte très bien les nez, il faut enseigner au réseau à rechercher d’autres
composants caractéristiques du visage au cas où l’information du nez
serait moins présente dans certaines images.
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Dropout

Image de [Goodfellow et al. 2015] Deep Learning
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Augmentation de base de données
Utiliser des ensembles de données de taille réduite peut induire un
surapprentissage.
→ augmentation artificielle de la taille de la base de données en les
altérant avec des transformations contrôlées.
Cette pratique est particulièrement utile en traitement d’images : un
réseau de neurones ne sait pas reconnâıtre des formes dans une image qui
sont transformées par translation, rotation ou changement d’échelle.

Image de https://github.com/aleju/imgaug
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